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基于机器学习方法预测母猪产仔数性状

李信颉１,王海燕２,蒋贝加１,王超１,赵志超３,李长春１,３,刘向东１,３

１．华中农业大学动物科学技术学院/农业动物遗传育种与繁殖教育部重点实验室,武汉４３００７０;

２．华中农业大学信息学院,武汉４３００７０;３．农业农村部生猪健康养殖重点实验室/广西扬翔股份有限公司,贵港５３７１００

摘要　为指导养猪生产者更好地预测母猪的产仔数性状,尽早淘汰繁殖力较差的母猪,提升母猪群体的繁

殖潜力,对记录了母猪总产仔数、产活仔数、健仔数、５日龄仔猪数和１kg以上仔猪数的生产数据进行处理和描

述统计,使用 R软件中的Boruta包筛选出影响母猪产仔数性状的重要特征如品种、胎次、配种季节等,利用传统

回归分析方法(LR)和不同机器学习方法—决策树(decisiontree,DT)、K 近邻(KＧnearestneighbor,KNN)、支持

向量机(supportvectormachine,SVM)对产仔数性状进行回归分析,最后比较机器学习方法与传统回归方法建

模的优劣.结果显示,母猪总产仔数、产活仔数、健仔数、５日龄仔猪数和１kg以上仔猪数不同回归分析方法的

R２均达到０．７１以上(０．７１~０．８８),体现了特征选择的正确性;在预测母猪总产仔数、产活仔数、健仔数、５日龄仔

猪数和１kg以上仔猪数中SVM 模型均显著优于其他机器学习模型(P＜０．０５)并且要优于传统回归方法,而且

在以上模型中预测１kg以上仔猪数的SVM 模型最优.因此,在今后的养猪生产中机器学习方法可能会成为养

猪生产者早期选育高繁殖力母猪的一种新途径.
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　　母猪的产仔数性状是衡量母猪繁殖潜力的重要

指标,其中选育指标主要包括母猪的总产仔数(total
numberborn,TNB)、产活仔数(numberbornalive,

NBA)、健仔数(numberhealthypiglets,NHP),健
仔数为在活仔数中除去弱仔数、死胎数和畸形数后

的剩余仔猪数.Su[１]２００９年研究发现选择５日龄

仔猪数(number５day,N５D)指标比选择总产仔数

的母猪选育效果更好.还有研究发现初生质量在１
kg以上仔猪数(numberpigletsweightabove１kg,

NPWA１)也是选育高产母猪的一个优良育种指

标[２].早期选育产仔数性状好的母猪群体有助于提

高规模猪场的经济效益.
线性回归(linearregression,LR)是利用称为线

性回归方程的最小平方函数对一个或多个自变量和

因变量之间关系进行建模的一种传统回归方法[３],
前人利用线性回归方法分析影响母猪繁殖性状因素

的研究有很多[４Ｇ５].然而,由于最小平方函数极易受

到异常值的影响,在真实的生产数据中异常值又很

难避免,导致线性回归模型并不稳健且预测效果较

差[６],机器学习(machinelearning,ML)方法是一种

数据驱动学习算法,可以从历史数据中学习并建立

模型来预测未来数据.
近年来,运用机器学习方法在养殖生产中的分

析研究逐渐广泛起来,Kirchner等[７]以母猪总产仔

数、产活仔数、健仔数等为特征,利用决策树(DT)算
法来分类预测高繁殖力母猪取得了不错的预测效

果.Piles等[８]在分子水平上利用转录组数据通过

机器学习的方法,深入挖掘了影响猪采食效率的候

选基因.Sanchez等[９]使用多维机器学习方法揭示

了猪中不同病症之间的联系.由于影响母猪产仔数

性状的因素众多,除了遗传因素外,非遗传因素(胎
次、配种和分娩季节以及品种)也是影响母猪产仔数

性状的重要原因,传统的线性回归方法无法很好地

捕获这些复杂因素间的非线性关系,因此,利用机器

学习方法通过养猪生产数据建模来预测母猪的产仔
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数性状会是一个不错的选择,从而可达到早期选育

高繁殖力母猪的目的.

1　材料与方法

1.1　数据预处理
收集整理了广西扬翔某猪场２０１６－２０１８年

３０５５头母猪的胎次、配种日期、分娩日期、妊娠期

长、胎间距及繁殖力性状记录等,记录的母猪繁殖力

性状包括总产仔数、产活仔数、健仔数、５日龄仔猪

数、１kg以上仔猪数.应用SPSS１６．０、Excel２０１６
软件分析处理数据中的异常值,并用 R软件对产仔

数性状进行描述统计(表１).
1.2　特征筛选

收 集 母 猪 的 生 产 管 理 数 据 ,使 用R软 件 的

Boruta包对数据集中与生产相关的所有变量进行

重要特征的筛选[１０],结果发现所有特征变量对产仔

数性状均重要,其中初生窝质量的重要程度最高,如
表２所示.

表１　母猪产仔数性状的描述性统计

Table１　Descriptivestatisticsofsowlittersizetraits

产仔数性状

Littersize
trait

母猪数量

Number
ofsow

产仔数范围

Rangeof
littersize

均值±
标准差

Mean±SD

总产仔数 TNB ３０１９ ２~２１ １１．２７±４．０９
产活仔数 NBA ３０１９ １~２０ １０．５４±３．９３
健仔数 NHP ３０３２ ０~１９ ９．７５±３．８０
５日龄仔猪数 N５D ３０３２ ０~１９ ９．４５±３．８３

１kg以上仔猪数

NPWA１
３０４３ ０~１９ ９．６３±３．５８

　注 Note:TNB:Totalnumberborn;NBA:Numberbornalive;

NHP:Numberhealthypiglets;N５D:Number５ day;NPWA１:

Numberpigletsweightabove１kg．下同.Thesameasbelow．

表２　预测不同产仔数性状特征的重要程度

Table２　Theimportanceofeigenvaluesofpredictingdifferentlittersizetraits

预测性状

Predictivetrait
品种

Breed
配种季节

Matingseason
分娩季节

Deliveryseason
胎次

Parity
妊娠期

Gestationperiod
胎间距

Intervalbirth
初生窝质量

Birthlitterweight

总产仔数 TNB ２６．９７ １７．６８ ３２．７４ ２８．２１ １４．７６ １５．５１ １４５．５２

产活仔数 NBA ２６．５２ １８．８８ ３２．１７ ２８．１７ １６．２６ １６．６７ １４６．４９

健仔数 NHP ２６．６３ １８．１５ ３０．４７ ２８．７３ １８．５３ １５．５２ １４７．６２

５日龄仔猪数 N５D ２７．４５ １９．１９ ３０．０２ ２７．１１ １８．１３ １６．６６ １４９．６７

１kg以上仔猪数 NPWA１ ４６．１０ ２０．９１ １８．５７ ２１．３４ １７．２６ １４．４１ １５７．０６

1.3　机器学习算法

１)KNN 算 法 (KＧnearestneighbors,KNN).

KNN算法是通过计算样本特征之间的距离,依据

参数K 值进行分类和回归的建模方法.距离K 的

度量可以使用闵可夫斯基距离[１１]、欧氏距离与曼哈

顿距离等距离公式[１２]进行计算.本研究使用 R软

件中的caret程序包构建 KNN回归模型.

２)决策树(decisiontree,DT).决策树是机器

学习算法中的一种基本分类和回归建模方法,其树

形结构代表了对象属性和对象值之间的一种映射关

系.决策树的建模理论源于信息熵[１３],其数学表达

式为:

H(X)＝－∑
n

n＝１
pilogpi

X 表示该事件中有限个值的离散随机变量,Pi

表示每个随机变量在整个事件中发生的概率.在信

息熵计算中,定义当Pi＝０时,H(X)＝０,这时表示

信息的不确定性最小,即事件是不发生的[１４].本研

究使用R软件中的rpart程序包构建DT回归模型.

３)支持向量机(supportvectormachine,SVM).
支持向量机是通过构建最佳决策平面或划分线将样

本分隔开来的学习算法.对于存在线性关系的数据

集,一般通过距离公式及样本假设来求SVM 的最

佳线性划分方程[１５].当处理非线性关系的数据集

时,则引入“核函数(kernelfunction)”对数据进行维

度转化,从而可在高维度空间内进行线性划分[１６].
本研究使用R软件中的e１０７１程序包构建SVM 回

归模型.
1.4　模型评估方法

交叉验证是拆分数据集用来训练和测试模型的

常规方法[１７].１０折交叉验证是最常用的模型评价

方法.本研究将原始数据集随机拆分１０％作为独

立数据集,然后对剩余９０％的数据集再随机拆分,

７５％的数据集作为训练集来训练模型,２５％的数据

集作为验证集来验证模型的性能,这样随机拆分１０
次.模型评价指标包括均方差 MSE 和决定系数

R２:MSE越小说明模型选择和拟合的越好,预测

４６
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的数据也越准确(MSE≥０),R２的大小是特征拟合

好坏的重要体现,R２值越接近１,表明方程的变量

对y 的 解 释 能 力 越 强,模 型 对 数 据 的 拟 合 能 力

越好.
最后,对１０折交叉验证的均值结果进行多重比

较(Tukey’sHSDtest)来评估最佳的机器学习算

法模型.

2　结果与分析

2.1　产仔数性状的回归分析结果

用４种不同方法对母猪总产仔数、产活仔数、健
仔数、５日龄仔猪数和１kg以上仔猪数进行分析,
结果如表３所示,其中R２均达到０．７１以上(０．７１~

０．８８),说明以上产仔数性状至少７１％的变化可由所

选特征来解释,证实了本研究所选特征的正确性.
2.2　预测产仔数性状的模型比较

如表３所示,在预测总产仔数、产活仔数、健仔

数、５日龄仔猪数和１kg以上仔猪数中SVM 模型

均显著优于其他机器学习模型(P＜０．０５),其中

SVM 与LR 比较,差异并不显著(P＞０．０５),但其

MSE和R２明显优于 LR;在总产仔数、产活仔数、
健仔 数、５ 日 龄 仔 猪 数 和 １kg以 上 仔 猪 数 中

SVM 模型的评价指标 MSE和R２分别为３．９５和

０．８２、２．４６和０．８５、２．４７和０．８３、２．８１和０．８１、

１．６７和０．８８,由此可知１kg以上仔猪数的 SVM
模型最好.

表３　预测母猪产仔数性状模型的评价指标及标准差

Table３　Evaluationindexandstandarddeviationofpredictivesowlittersizetraitsmodel

产仔数性状

Littersizetrait
方法

Method

模型评价指标 Modelevaluationindex

均方差±标准差

MSE±SD
决定系数±标准差

R２±SD

总产仔数 TNB

决策树 DT ５．０５±０．４０a ０．７１＋０．０４a
K近邻 KNN ５．１６±０．３７a ０．７６±０．０４b
传统回归 LR ４．３５±０．６３b ０．７４±０．０３ab
支持向量机 SVM ３．９５±０．４７b ０．８２±０．０３b

产活仔数 NBA

决策树 DT ３．４６±０．３５a ０．７９±０．０４a
K近邻 KNN ３．６２±０．３１a ０．７９±０．０２a
传统回归 LR ２．８９±０．２８b ０．８２±０．０３ab
支持向量机 SVM ２．４６±０．２３c ０．８５±０．０２bc

健仔数 NHP

决策树 DT ３．４９±０．３７a ０．７８±０．０４a
K近邻 KNN ３．６９±０．４１a ０．７５±０．０４a
传统回归 LR ２．９５±０．４１b ０．８０±０．０５ab
支持向量机 SVM ２．４７±０．３８c ０．８３±０．０４bc

５日龄仔猪数 N５D

决策树 DT ３．８６±０．５６a ０．７５±０．０４a
K近邻 KNN ４．１４±０．５０a ０．７５±０．０６a
传统回归 LR ３．２５±０．４３b ０．７８±０．０５ab
支持向量机 SVM ２．８１±０．４２bc ０．８１±０．０４bc

１kg以上仔猪数 NPWA１

决策树 DT ２．３３±０．２５a ０．８２±０．０４a
K近邻 KNN ２．６８±０．２６b ０．７６±０．０４b
传统回归 LR １．９５±０．２９c ０．８５±０．０４ac
支持向量机 SVM １．６７±０．２４c ０．８８±０．０４c

　注:同列数据标小写字母不同表示差异显著(P＜０．０５),数字后相同小写字母或无字母表示差异不显著(P＞０．０５).Note:Thedifference

betweenthelowercaselettersofthesamecolumndataindicatessignificantdifference(P＜０．０５),thesamelowercaseornolowercaseindiＧ

catesthatthedifferenceisnotsignificant(P＞０．０５)．

2.3　最优模型的散点图比较

由表３可知,在总产仔数、产活仔数、健仔数、５
日龄仔猪数和１kg以上仔猪数中SVM 模型与LR
模型优劣的差异并不显著(P＞０．０５),为更直观地

比较模型的优劣,对１kg以上仔猪数的这２类模型

进行散点作图分析,结果如图１所示.

由图１可见,LR模型散点图(图１A)中粗对角

线与细的拟合回归线之间的偏差比SVM 模型散点

图(图１B)中粗线与细线间的偏差大,说明传统回归

方法构建模型的预测值与实际值的偏差大,不够准

确,而SVM 模型的预测准确性好.

５６
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　A:LR模型 LRmodel;B:SVM 模型 SVM model;粗线条表示预期的预测线,细线条表示预测值和实际值的拟合回归线.Thethick

linesrepresentstheexpectedpredictionline,thethinlinesrepresentsthefittedregressionlineofthepredicteddataandtheactualdata．

图１　预测１kg以上仔猪数的模型比较

Fig．１　ComparisonofmodelsforpredictingNPWA１

3　讨　论

本研究使用R软件Boruta包中的特征选择算

法得出的重要特征有母猪的品种、胎次、妊娠期长、
胎间距、配种季节、分娩季节和初生窝质量,如表３
所示,在母猪总产仔数、产活仔数、健仔数、５日龄仔

猪数和１kg以上仔猪数中,不同分析方法的R２均

在０．７１以上,这证实了本研究所选特征的正确性.
并且与张省林等[４]、董平祥[５]、谢晓鹏等[１８]研究影

响母猪产仔数相关因素的结果相一致.在母猪所有

的产仔数性状中支持向量机(SVM)模型的评价指

标 MSE和R２均优于线性回归方法.在总产仔数、

产活仔数、健仔数、５日龄仔猪数和１kg以上仔猪

数中支持向量机模型均最优,其模型评价指标 MSE
和R２分别为３．９５、２．４６、２．４７、２．８１、１．６７和０．８２、

０．８５、０．８３、０．８１、０．８８,显著优于其他机器学习方法

(P＜０．０５).这可能是由于支持向量机可以模拟非

线性决策边界,并且有许多内核可供选择,它的泛化

能力较强,即其过拟合的风险较小,能够很好地处理

高纬度的数据[１６].
前人利用传统回归方法对养殖生产数据的分析

研究很多,Kitkha[１９]对２３０头二元母猪的胎次、总
产仔数以及仔猪个体质量等生产数据进行线性回归

分析,发现总产仔数与仔猪平均体质量回归模型的

R２ 为０．２５,与仔猪初生体质量标准差及胎次回归模

型的R２ 为０．１５,而小于１kg仔猪数与胎次和总产

仔数回归模型的R２ 为０．１９４.Dewey等[２０]对母猪

每窝总数仔数、分娩胎次、断奶至受孕间隔及哺乳期

长等进行回归模型的构建其R２ 为０．１９.而本研究

利用不同机器方法构建产仔数性状的回归模型,其

R２均高于前人的研究结果.这可能是由于本研究

在建模过程中考虑了更多重要的影响因素,并且机

器学习方法可以很好地捕获数据中的非线性关系,
这也是线性回归方法的局限处,因此,在预测影响因

素较多的生物性状时,机器学习方法本身就要优于

传统回归方法.在Shahinfar等[２１Ｇ２２]基于机器学习

方法早期预测绵羊羊毛质量和胴体性状的研究中也

证实了这一点.
在以往有关养猪生产的研究中,通过建模来预

测母猪的产仔数性状的相关研究鲜有报道,而本研

究不仅尝试了利用传统回归方法对重要产仔数性状

构建预测模型,还尝试了３种机器学习的建模方法,
并发现传统回归方法对母猪总产仔数、产活仔数、健
仔数和５日龄仔猪数的建模效果较好,而机器学习

方法更优.但由于本研究中样本量有限,用新方法

构建预测模型的准确性和广泛适用性还有待验证;
其次,本研究特征变量的种类有限,还缺乏一些显著

影响母猪产仔数的重要特征;此外,本研究只是用机

器学习方法进行了初步的探索性研究,并没有深入

到对模型进行调参.因此,下一步研究将重点扩充

数据量,增加特征种类,并且在调参方面逐步优化预

测模型.在未来的养猪生产中,利用机器学习方法
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构建预测模型早期选育高繁殖力母猪群体或许会成

为一种育种的新策略.
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Predictionofsowlittersizetraitbasedonmachinelearningapproaches

LIXinjie１,WANGHaiyan２,JIANGBeijia１,WANGChao１,

ZHAOZhichao３,LIChangchun１,３,LIUXiangdong１,３

１．KeyLaboratoryofAnimalGenetics,BreedingandReproduction,Ministry
ofEducation/CollegeofAnimalSciences& Technology,HuazhongAgriculturalUniversity,

Wuhan４３００７０,China;

２．CollegeofInformation,HuazhongAgriculturalUniversity,Wuhan４３００７０,China;

３．KeyLabofSwineHealthyBreeding,MinistryofAgricultureandRuralAffairs/

GuangxiYangxiangCo．,Ltd．,Guigang５３７１００,China

Abstract　Currently,littersizetraitisanimportantindicatortomeasuresowfertilityandplayimＧ

portantrolesindeterminingtotalincomeofpigfarminChina．Anaccuratepredictionofthesetraitsin
theearlylifeofananimalwillallowpigproducerstoadjusttheirmanagementpracticesinordertocull
badsowsearlyandimprovethereproductiveabilityofcoresows．However,therearemanyfactorsnot
onlyinfluencesow’slittersizetrait,butalsoinfluenceeachother．Traditionalpredictionmethodsmay
notbepowerfulenoughtocapturecomplexinteractionswhileavoidingoverfitting．Inthiscase,learning
algorithmsthatcanlearnfromcurrentdatatopredicttheanimal’sfutureperformanceofferspromise．In
thisstudy,firstly,thesow’sproductiondata,includingtotalnumberofpigletsborn (TNB),number
bornalive(NBA),numberofhealthypiglets(NHP),numberofpigletsaged５day(N５D)andnumberof

pigletsweightabove１kg (NPWA１)wereprocessedanddescribedstatistically．Then,theRＧpackage
Borutawasusedtoscreenoutimportanteigenvaluesaffectingthelittersizetraitsofsows,suchas
breed,parity,matingseason,deliveryseason,gestationperiod,intervalbirthandbirthlitterweight．
Last,regressionanalysiswasperformedbytraditionallinearregressionmethodandthreedifferentmaＧ
chinelearningmethodsincludingdecisiontree(DT),KＧnearestneighbor(KNN)andsupportvectormaＧ
chine(SVM)．TheevaluationindexofmodelincludingR２andMSEareobtainedbytenflodcrossvalidaＧ
tion．Additionally,modelingmethodswasassessedbytheseindexesandbestmodelwasscreenedscatter

plotusingapartoforiginaldata．TheresultsshowedthattheR２ofallregressionanalysismethodsin
TNB,NBA,NHP,N５DNPWA１wasover０．７１(０．７１Ｇ０．８８),whichshowedthattheselectionofcharacterＧ
isticsiscorrect．TheSVM modelwasnotonlysignificantlybetterthanothermachinelearningmethods
(P＜０．０５),butalsobetterthantraditionalregressionmethodinpredictingTNB,NBA,NHP,N５Dand
NPWA１．TheSVM modelofNPWA１isthebestinallmodels．Therefore,machinelearningmethods
willbecomeanewapproachforpigproducerstobreedhighＧfecunditysowsinthefuture．

Keywords　machinelearningmodel;decisiontree;KＧnearestneighbor;supportvectormachine;

sow;littersizetrait
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