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摘要 为解决田间复杂环境下小样本黄瓜叶片病害识别中模型泛化能力差、识别准确率不高的问题，将自

注意力机制模块引入激活重建生成对抗网络（activation reconstruction GAN，AR-GAN），采用Smooth L1正则化

作为损失函数，设计改进激活重建生成对抗网络 IAR-GAN（improved AR-GAN）增广黄瓜叶片病害图像。通过

在 Inception网络基础上加入空洞卷积和形变卷积，设计空洞和形变卷积神经网络（dilated and deformable convo‐
lutional neural network，DDCNN）用于黄瓜叶片病害识别。试验结果显示，提出的 IAR-GAN有效缓解了过拟合

现象，丰富了生成样本的多样性；所提出的 DDCNN对黄瓜炭疽病、斑靶病和霜霉病的平均识别准确率均达到

96%以上，比 Inception-V3模型提高了9个百分点。以上结果表明，本研究提出的数据增广方法和病害识别模型

可为复杂环境下小样本的作物叶部病害的准确识别提供新思路。
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黄瓜在其生长周期中会受到多种病害的影响，

其中炭疽病、斑靶病和霜霉病较为常见。我国的黄

瓜种植趋于密集型和集约化［1］，一旦出现病害，极

易影响或感染其他黄瓜植株，给农民带来巨大的

经济损失。因此，快速准确地识别黄瓜病害种类

并及时采取科学的防治措施，对提高黄瓜种植的

产量和品质至关重要。近年来，结合计算机视觉

的机器学习方法在黄瓜病害识别领域得到了广泛

应用［2-5］。

深度神经网络在作物病害识别方面取得了良好

的效果，但也存在以下问题：神经网络对病害识别需

要成千上万张样本图像，小样本会导致模型泛化能

力下降。对病害图像进行翻转、放缩等传统的几何

变换类扩充方法，仅增加样本图像数量，并没有实质

性丰富样本多样性，网络容易发生过拟合现象。生

成 对 抗 网 络（generative adversarial networks，
GAN） ［6］的出现给样本数据增广提出了新的方法。

Hu等［7］利用 SVM 对茶叶病害图像进行叶片病斑分

割，将分割后的病斑图像利用一种改进的条件深度

卷积生成对抗网络（C-DCGAN）进行数据增广，试验

结果表明，使用VGG16网络对扩充后的茶叶病害数

据集识别平均准确率达到 90%。Cap等［8］ 提出了对

多种叶片图像背景区域进行转换的 LeafGAN，丰富

了训练集图像样本多样性。为了提高在小样本数据

集下植物病害识别准确率，Madsen等［9］ 通过监督调

节方案设计了 WacGAN 获得大量的植物幼苗图像，

扩充了数据集样本数量。Purbaya等［10］改进了GAN
网络模型并增加L1和L2正则化的组合来增加植物叶

片图像生成的多样性。Zhang 等［11］利用 deep convo‐
lutional GAN （DCGAN），将 CNN 与 GAN 相结合生

成柑橘溃疡病图像，提高分类网络的准确性。虽然

GAN在数据扩充方面得到了一定程度的应用，但模

型在实际训练中不稳定，容易出现模式崩溃［12］现象，

使生成图像样本多样性降低。
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现有许多研究学者使用实验室环境下采集或者

用背景单一的作物病害图像作为数据集训练识别模

型。黄瓜种植生长环境复杂，受到不同光照强度等

因素的影响，如何针对复杂背景图像有效地进行黄

瓜叶片病害识别始终面临着挑战。现有研究表明采

用分割后的叶片病斑图像训练深度卷积神经网络以

及进行病害识别时仍可有效提高叶片病害识别的准

确率［13-14］。

针对黄瓜叶片病害识别问题，本研究先进行病

斑区域分割获得黄瓜叶片病害图像，再通过改进激

活 重 建 生 成 对 抗 网 络（activation reconstruction 
GAN，AR-GAN）的损失函数，引入自注意力机制模

块，设计了改进的激活重建生成对抗网络对小样本

的黄瓜叶片病害图像进行数据增广，并提出了空洞

和形变卷积神经网络（dilated and deformable convo‐
lutional neural network，DDCNN），旨在提高田间复

杂环境下黄瓜叶片病害识别效果。

1　材料与方法

1.1　数据来源

本试验数据集采集于 2019 年 6-9 月份安徽农

业大学农萃园，对田间黄瓜叶片进行多角度拍摄，黄

瓜叶片图像背景为田间复杂环境，能真实反映黄瓜

在自然环境下生长的情况。采集到的数据包含斑靶

病、霜霉病和炭疽病黄瓜叶片病害，采集图像如图 1
所示，每种病害选取 200 个图像样本，构成 600 张原

始叶片病害图像数据集，将图像大小调整为 1 024像

素×682像素，提高处理效率。

1.2　数据预处理

本研究采用基于GrabCut和SVM的两阶段分割

方法［15］进行病斑区域分割。与许多现有的作物病害

图像分割方法相比，该两阶段分割方法根据病害图

像的纹理和颜色特征对田间复杂环境下拍摄的黄瓜

病害叶片图像病斑分割能取得较好的效果。具体病

斑分割过程如图 2所示。在第一阶段，GrabCut算法

可以将图像分为前景像素集和背景像素集，综合黄

瓜叶片图像的纹理和边缘特征，利用GrabCut算法从

获取到的复杂背景图像中分割出黄瓜叶片。第二阶

段，根据黄瓜叶片的纹理特征和颜色特征，利用支持

向量机分割出叶片中的病斑。其中，以黄瓜叶片的

病斑、健康黄瓜叶片的颜色和纹理特征向量作为

SVM 的训练样本。从 RGB 空间的颜色直方图中提

取颜色特征得到颜色特征向量，用Gabor滤波器代替

灰度共生矩阵提取纹理特征。

1.3　激活重建生成对抗网络（AR-GAN）

深度卷积神经网络在黄瓜叶片病害识别时面临

样本数量有限，模型在训练过程中易出现过拟合问

题。而缩放、翻转等传统扩充方法并不改变图像的

特征，仍然存在数据样本多样性不足的问题。使用

生成对抗网络GAN进行数据增广，可有效提高样本

多样性。与许多现有GAN及其变体网络相比，Nazki
等［16］提出的AR-GAN模型在GAN的基础上对原始

图1 黄瓜叶片病害类型

Fig.1 Types of cucumber leaf diseases

图2 两阶段病斑图像分割过程

Fig.2 Two-stage image segmentation method
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目标函数进行循环一致性改进，并引入激活重建损

失函数，对自然图像的特征激活进行优化，能够使生

成图像在视觉上更真实自然，AR-GAN 中的对抗损

失函数定义为：
fGAN ( GAB，DB )= Eb [ log DB ( b ) ]+
Ea [ log(1 - DB ( GAB ( a ) ) ] （1）

网络中生成器 GAB和 GBA 被定义在域 A 和域 B 
2个不同的域中，当用A中的样本“a”进行初始化时，

重构的 a’= GBA（GAB（a））仍然接近于原始的“a”，当
网络使用L1正则化时，循环一致性的公式定义为：

fcyc ( GAB，GBA )= ||EaGBA ( GAB ( a ) )- a|| +
||EbGAB ( GBA ( b ) )- b||

（2）

激活重建损失函数 fARL的引入，目的是使生成图

像与真实图像更加相似，加强模型的稳定性。激活

重建损失函数 fARL公式为：

fARL = 1
m

||An
a - An

b||2F （3）

式（3）中，AF表示矩阵范数，m为特征图的形状，

a、b表示样本 A 来源的域，n表示样本从卷积神经网

络中的第 n层输出。根据式（1）、式（2）和式（3）可以

总结得出AR-GAN的目标函数为：
ftotal = fGAN ( GAB，DB )+ fGAN ( GBA，DA )+

θfcyc ( GAB，GBA )+ λfARL
（4）

其中，θ 和 λ 为分别调节 fcyc（GAB，GBA）和 fARL项

的超参数。

1.4　IAR-GAN数据增广网络

与其他生成对抗网络相比，使用 AR-GAN 生成

的图像与真实图像更相似，但通过试验发现，当训

练样本数量有限时，AR-GAN 生成的图像病斑边缘

模糊且生成图像不够真实。为提高生成图像的质

量，有效提升病害识别模型训练效果，本研究在AR-
GAN的基础上引入了自注意力机制模块，并将 AR-
GAN 的目标检测回归损失函数 L1 Loss 替换为

Smooth L1 Loss，设计了改进的激活重建生成对抗网

络 IAR-GAN （improved activation reconstruction 
GAN）。

1）自注意力机制。IAR-GAN 中的自注意力机

制（self-attention）能够引导模型中的重建损失函数对

病害图像中的关键特征进行提取，生成的病斑图像

更加真实。自注意力机制由Google提出并用于自然

语言处理任务［17］。自注意力机制通过设置权重参数

使卷积神经网络对特征图像进行下采样时，重点提

取图像关键区域特征，减少干扰因素影响。自注意

力机制的引入使 IAR-GAN 生成对抗模型能准确提

取黄瓜叶片病害图像中的病斑特征，提升了生成病

斑图像的真实度。自注意力机制特征提取公式：

hself - attention = ∑
t' = 1

T

α ( x t，x t' ) fARL ( x t，x t' ) （5）

其中，x=［x1，x2，…，xt］表示网络中输入的特征

信息，自注意力机制会对 t 个输入特征进行加权计

算，并且通过引入权重向量α突出关键特征的提取。

2） Smooth L1 正则化。IAR-GAN 将 AR-GAN
结构中的L1正则化替换为Smooth L1正则化，缓解梯

度消失或梯度爆炸等问题。AR-GAN 中采用的 L1 
正则化的导数为常量，在 0点处不可导，导致神经网

络模型在损失值较小时梯度也很大，往往造成 AR-
GAN收敛困难。而Smooth L1正则化提高了神经网

络的稳定性的同时也加快了模型训练的收敛速度。

Smooth L1正则化采用分段表示的方法，能够解决L1

正则化的不足。Smooth L1 正则化及其导数如式

（6）、（7）所示：

Smooth L1 ( x )=ì
í
î

0.5x2 ， |x| < 1
|x| - 0.5 ， |x| ≥ 1 （6）

d Smooth L1

d x =ì
í
î

 x ， |x| < 1
 ±1 ， |x| ≥ 1 （7）

3）IAR-GAN网络结构。IAR-GAN网络结构如

图 3 所示，域 A 和域 B 是 2 个不重合的域，生成器将

图像从一个域转换到另一个域，每个域的鉴别器负

责判断图像是否属于该域。如图中箭头所示，IAR-
GAN 通过在图像数据 a 与 GA→B（a）和 b 与 GB→A（b）
间引入自注意力机制，使得卷积采样过程中病害图

像的重点位置和关键特征得到关注，减少图像中田

间复杂信息的干扰，提高了网络对病斑特征的提取

能力。IAR-GAN 采用 Smooth L1正则化，缓解了生

成对抗网络训练过程中的梯度消失与梯度爆炸现

象，增加了网络的收敛能力。IAR-GAN通过包含特

征提取网络的激活重构模块来计算网络中的激活重

构损失、周期性损失和对抗损失。根据式（5）、式（6）
和式（7）可以总结得出 IAR-GAN的总目标函数为：

fIAR‐GAN = fGAN ( GA → B，DA )+ fGAN ( GB → A，DA )+
λ [ fcyc ( GA → B，GB → A )+ hself - attention ( fARL ) ] （8）

其中，λ 为调节 fcyc （GA→B，GB→A）和 hself-attention

（fARL）项的超参数。

1.5　空洞和形变卷积神经网络DDCNN

深度卷积神经网络在作物病害的识别中发挥着

重要作用，设计一种有效的卷积神经网络是实现准

确识别的关键。为实现在田间复杂环境下黄瓜叶片

病害的识别，许多研究人员通过增加卷积神经网络
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的深度来提取病害图像特征，但增加网络的深度会

导致模型出现过拟合或梯度消失等问题，影响病害

识别的准确率［18-20］。DICNN （dilated and inception 
convolutional neural network）深度卷积神经网络［15］

通过在 Inception网络中加入空洞卷积克服网络的过

拟合现象，加快网络的训练速度。

尽管 DICNN 在黄瓜病害识别方面取得了优于

VGG16等方法的效果，但在田间复杂环境下获取的

黄瓜叶片病害图像病斑呈现的位置、尺度各异，导致

黄瓜病害的识别精度下降。本研究在 DICNN 基础

上设计引入形变卷积，提出空洞和形变卷积神经网

络DDCNN（dilated and deformable convolutional neu‐
ral network），通过将卷积核的采样位置引导到叶片

上的病斑位置，充分提取病斑区域的特征，从而提高

模型对黄瓜叶片病害的识别精度。

1）空洞卷积。采用小尺寸卷积核替换大尺寸卷

积核能够减少网络中的参数数量，且增加了网络空

间特征提取能力［21］。但卷积层频繁地下采样操作必

然会导致图像内部数据结构丢失和空间层级化信息

丢失等问题。空洞卷积［22］即在标准的卷积核中加入

空洞，从而增加特征图的感受野，在减少网络参数数

量的同时也能够提高模型的精度。如图 4A表示 3×
3 卷积核， 图 4B、4C 分别表示空洞为 2、空洞为 3 的

3×3卷积核可以等效替代 7×7和 11×11的卷积核，

能够在保留内部数据结构的同时避免频繁地使用下

采样操作［23］。

2）形变卷积。受环境地形和黄瓜植株生长位置

的影响，相机对黄瓜叶片进行拍摄时因位置角度不

同，叶片病斑在图像中呈现出的位置、尺度各异。

2017年微软亚洲研究院提出了形变卷积（deformable 

CNN），形变卷积在对输入的特征图进行下采样时，

可以按照 X 轴方向和 Y 轴方向的偏移量变换卷积

位置进行采样［24］。偏移量的引入使输入特征图上

不同卷积采样点的位置能随着图像上的内容发生

图3 IAR-GAN网络架构

Fig.3 The framework IAR-GAN

图4 标准卷积（A）与空洞卷积（B、C）采样位置

Fig.4 Sampling position of standard convolution （A）and dilated convolution（B，C）
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自适应的变化，形变卷积核根据图像的内容自适应

地调整位置，适应图像中物体的不同尺度、形变等

问题。图 5 是标准卷积和形变卷积的采样位置，图

5A所示为标准卷积操作的采样位置，图 5B~D所示

为可形变卷积操作中具有偏移量的形变采样

位置。

3）DDCNN 网络结构。DDCNN 结构如图 6 所

示，网络中有 3 个卷积模块（卷积 1~3），3 个池化模

块（池化 1~3），1 个 Inception 结构，1 个空洞卷积，2
个形变卷积和 1 个 Softmax 分类器层。DDCNN 网

络中第 1 层为空洞卷积，减少了卷积核下采样过程

中的图像空间层次信息和内部数据结构的损失。

DDCNN 网络在第 4 层和第 5 层增加了形变卷积模

块 （deformable CNN），使卷积核对特征图进行采样

时可以根据图像上的内容进行自适应调整，可以准

确地对黄瓜叶片病害特征进行提取。DDCNN 中的

Inception 结构通过 1×1 小型卷积核缩减网络的深

度，从而减少了网络的计算量并提高了训练速度，

且多尺度卷积核的使用可有效提取图像中的多尺

度特征，提高了模型的识别精度。此外，DDCNN

网络中，通过在网络结构中的卷积层后增加非线性

激活函数 ReLU 和 Batch Normalization，缓解了网络

的过拟合问题，且提高了 DDCNN 网络的训练

效率。

1.6　试验环境及参数设置

本试验所使用的硬件配置为 16 GB RAM、Intel 
（R） Core （TM） i5-8400 2.81 GHz 和 NVIDIA 
GeForce GTX 2080 Ti GPU 的台式计算机，采用基

于 CUDA 9.0 和 CUDNN 7.1 的 TensorFlow 框架。

采用分批梯度下降算法对网络权值进行优化。IAR-
GAN 和 DDCNN 的批处理大小分别设置为 8 和 16，
初始学习率设为 0.001，IAR-GAN 和 DDCNN 在训

练中每 20轮 Epoch均以 0.1的概率执行 1次 Dropout
操作。

图5 标准卷积（A）和形变卷积（B~D）采样位置

Fig.5 Sampling position of standard convolution（A） and deformable convolution（B-D）

空洞卷积为 32个 3×3的卷积核，卷积 1为 32个 3×3的卷积核，卷积 2为 64个 3×3的卷积核，形变卷积 1为 80个 1×1的卷积核，形变卷

积 2为 192个 3×3的卷积核，Inception结构中的卷积核大小为 1×1，卷积 3是 1 000个 1×1的卷积核，池化模块 1~3均为最大池化。Dilat‐
ed convolution has 32 kernels with 3×3 pixels； the convolution 1 has 32 kernels with 3×3 pixels； the convolution 2 has 64 kernels with 3×3 
pixels； the deformable convolution 1 has 80 kernels with 1×1 pixels； the deformable convolution 2 has 192 kernels with 3×3 pixels； the Incep‐
tion structure kernels with 1×1 pixels； the convolution 3 has 1 000 kernels with 1×1 pixels； the pooling 1-3 are max pooling.

图6 DDCNN结构

Fig.6 The structure of DDCNN
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2　结果与分析
2.1　两阶段分割方法

为研究提出的基于GrabCut和SVM的两阶段病

斑分割方法对于提高病斑识别准确率的影响，将包

含霜霉病、炭疽病和斑靶病原始叶片图像各 200张，

按照 8∶2的比例分为训练集和测试集。接着将上述

600张原始叶片病害图像数据集进行两阶段分割后，

最后采用 C-DCGAN 进行数据增广操作，为每类病

斑生成 4 000张新的病斑图像。表 1为在原始数据集

和两阶段病斑分割数据集上使用 VGG16 和传统机

器学习方法 SVM、K 近邻和自适应 Adaboost 对 3 种

黄瓜叶片病害的平均识别准确率。

从表 1可看出，无论采用深度学习方法和传统机

器学习方法，在进行两阶段分割后图像数据集上的

病害识别效果均优于在原始叶片病害图像数据集上

的病害识别效果，平均识别准确度提高了约 20%，表

明对黄瓜叶片病害图像进行两阶段分割能有效提升

复杂背景下黄瓜叶片病害识别准确率。如表 1所示，

传统机器学习方法在两阶段分割数据集上的识别精

度显著提高。相比之下，深度学习方法在两阶段分

割数据集识别精度提高有限。深度学习方法具有较

强的病害特征提取能力，而机器学习识别精度的提

升过度依赖于图像分割算法，从而导致了机器学习

算法在原始病叶图像数据集上识别率较低。

2.2　不同数据增广方法

为提高黄瓜叶片病害图像处理效率，将包含炭

疽病、斑靶病和霜霉病原始叶片图像各 200张的病害

数据集图像大小统一调整像素为1 024×682，并将上

述 600张原始叶片病害图像数据集进行病斑分割后

按照 8∶2的比例将每类病害图像划分为训练集和测

试集。为研究不同数据增广方法对识别模型准确率

的提升效果，共比较了 5种数据增广方法（表 2）。通

过旋转和平移操作，每种类型的黄瓜叶片病害扩充

到 300个病斑图像样本。而 IAR-GAN、AR-GAN和

C-DCGAN 为每种病害生成了 6 000 张新的病斑图

像样本。采用VGG16网络作为病害识别模型，识别

结果如表2所示。

从试验结果可以看出，对样本图像进行亮度调

节或旋转平移的数据扩充方式虽然操作简单，但并

没有增加样本图像特征信息，对黄瓜病害识别的提

升作用十分有限，与传统数据增广方法相比，生成对

抗网络采用图像生成的方式得到与原始样本数据分

布一致的图像数据集。使用生成对抗网络对样本数

据集进行增广，丰富了样本数据的多样性，对提升病

害识别模型性能有明显促进作用。IAR-GAN 生成

对抗网络的数据增广方法比使用 C-DCGAN 在 3种

黄瓜叶片病害的识别精度上平均高出了 6个百分点，

比AR-GAN生成对抗网络的数据增广方法在 3种黄

瓜叶片病害的识别精度上平均高出了 3个百分点，表

明 IAR-GAN 网络模型通过引入了自注意力机制模

块和Smooth L1正则化后，缓解了模型梯度消失或梯

度爆炸等问题，提高了网络的稳定性。

如表 3 所示，对图像进行亮度调节后用 IAR-
GAN生成对抗网络比直接使用 IAR-GAN进行数据

增广在3种黄瓜叶片病害的识别精度上平均高出了2
个百分点。同样，对图像进行平移和旋转后用 IAR-
GAN生成对抗网络比直接使用 IAR-GAN进行数据

增广提高了 3个百分点。表明在对样本图像使用生

成对抗网络进行数据增广前进行亮度调节或者平移

表1　两阶段图像分割方法的识别准确率

Table 1　Accuracy rate of disease 
recognition results with two-stage image 

segmentation methods % 

模型

Model

C-DCGAN+VGG16
SVM
kNN
Adaboost

原始图像数据集

Raw diseased 
leaf images

72.66
53.11
46.82
41.98

两阶段分割数据集

Two-stage segmented
 lesion images

84.67
73.21
77.81
62.98

表2　不同数据增广方法下病害识别结果

Table 2　Disease recognition results with different data 
augmentation methods % 

数据增广

Dataset
augmentation

原始数据集

Raw dataset

AB

RT

C-DCGAN

AR-GAN

IAR-GAN

准确率Accuracy

炭疽病

Anthracnose

78.33

78.17

79.67

82.67

84.98

90.67

斑靶病

Spot target

72.89

76.59

76.33

81.13

85.31

87.67

霜霉病

Downy 
mlidew

75.67

74.69

80.97

83.67

84.67

86.67

平均识别

准确率

Average 
accuracy

75.63

76.48

78.99

82.49

84.99

88.34

注：AB 表示调节图像亮度（adjust brightness），RT 表示旋转和平

移（rotation and translation），C-DCGAN 表示条件卷积生成对抗网

络。Note：AB represents adjust brightness， RT represents rotation 
and translation， and C-DCGAN represents conditional convolution 
to generate confrontation network.
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旋转的操作能有效地提高生成对抗网络的鲁棒性，

提升了生成训练样本图像的质量，其中平移和旋转

操作后用 IAR-GAN生成对抗网络模型进行图像数

据集增广方法比调节图像亮度的效果要好。由试

验结果可知采用对数据集图像进行旋转、平移操作

和 IAR-GAN 相结合的方法能有效实现样本数据

增广。

2.3　不同病害识别方法

为更全面分析所提出的 DDCNN 网络性能，选

取在农业病害图像识别中效果较好的 AlexNet、
ResNet、VGG16、Inception-V3、DICNN 等深度学习

方法进行对比分析。在验证不同深度学习方法的病

害识别试验中，利用 RT+IAR-GAN 方法对数据集

进行增广，为每种病害生成 6 000张新的病斑图像作

为训练样本。表 4为不同深度学习方法对黄瓜叶片

病害的识别结果。

如表 4 所示，DDCNN 对炭疽病、斑靶病和霜霉

病的平均识别精度均为 96% 以上，明显优于其他深

度学习模型。与 AlexNet、ResNet 和 VGG16 相比，

DDCNN 中 Inception 结构利用并行的小卷积核替代

大卷积核，减少网络的参数量，并且采用多尺度卷积

核提取黄瓜病害图像特征，丰富病害特征信息的多

样性。DDCNN 对黄瓜叶片病害的平均识别准确率

比 Inception-V3 提高了 9 个百分点，DDCNN 第一层

采用空洞卷积，增强特征图的局部感受野，减少图像

信息在池化过程中的损失，提升了模型对病害图像

的特征提取能力；通过引入形变卷积，使卷积核能够

对特征图中具有偏移量的形变采样位置进行采样，

有效缓解了田间复杂环境下获取的黄瓜叶片图像因

病斑形状扭曲、尺度不一致对模型识别准确率的影

响，提升了模型的识别精度和泛化能力。

3　讨 论

本研究对田间复杂环境下小样本的黄瓜叶片病

害识别进行研究，在 AR-GAN基础上引入自注意力

机制和Smooth L1正则化，设计改进激活重建生成对

抗网络 IAR-GAN 对分割后的病斑图像进行数据增

广，并提出了空洞和形变卷积神经网络 DDCNN 进

行复杂环境下黄瓜叶片病害识别。 在黄瓜叶片病害

图像数据量较少的情况下，采用传统GAN网络进行

数据增广，生成图像质量低，容易产生过拟合现象。

IAR-GAN通过引入自注意力机制和 Smooth L1正则

化，缓解梯度消失与梯度爆炸现象，提高了收敛能

力。试验结果表明，使用 IAR-GAN生成增广图像的

质量提升明显、丰富了样本的多样性，有效提升了病

害识别模型的训练效果。受田间地形和植株生长位

置影响，自然环境下获取的黄瓜叶片病害图像存在

病斑形状扭曲、大小尺度不一致的情况，导致黄瓜病

害的识别精度下降。DDCNN通过集成 Inception、空
洞卷积、形变卷积能对病斑特征进行准确提取，提高

了模型识别精度。试验结果表明，DDCNN网络模型

对 3 种黄瓜叶片病害的平均识别精度达到 96% 以

上，病害识别的准确率较 AlexNet、ResNet、VGG16、
Inception-V3等深度学习方法得到了较大提升。

本研究提出的数据增广方法和病害识别模型能

够有效提高田间复杂环境下小样本的黄瓜叶片病害

识别效果，为病害科学防治提供支撑。后续将在以

下方面进一步完善和探索：（1）增加黄瓜叶片病害种

类，提高更多类病害情况下黄瓜叶片病害的识别准

确率；（2）探索轻量级的病害识别模型结构，减少对

于计算资源的需求，便于移动端部署。
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Recognition of cucumber leaf disease with small samples in complex 
environment based on improved Inception network

MAN Chao1,2,RAO Yuan1,ZHANG Jingyao3,QIAO Yan3,WANG Shenghe2

1.School of Information and Computer，Anhui Agricultural University， Hefei 230036，China；
2.Anhui Academy of Public Security Education， Hefei 230031，China；

3.School of Computer Science and Information Engineering，Hefei University of Technology， 
Hefei 230601，China

Abstract In order to solve the problems of poor generalization ability and low recognition accuracy in 
the identification of cucumber leaf disease with small samples under complex field environment， the self-at‐
tention mechanism module was introduced into the activation reconstruction network AR-GAN （activation 
reconstruction GAN）， and the smooth L1 regularization was used as the loss function to design and im‐
prove the activation reconstruction network IAR-GAN （improved AR-GAN） to expand the cucumber leaf 
disease image. By adding void convolution and deformation convolution on the basis of the Inception net‐
work， the void and deformation convolution neural network （DDCNN） was designed for cucumber leaf dis‐
ease identification. The test results showed that the proposed IAR-GAN effectively alleviated the over-fit‐
ting phenomenon and enriched the diversity of generated samples. The average recognition accuracy of the 
proposed DDCNN for cucumber anthracnose， spot target disease and downy mildew was more than 96%， 
which is 9% higher than the Inrception-V3 model. The above results showed that the data expansion meth‐
od and disease identification model proposed in this paper can provide new ideas for the accurate identifica‐
tion of crop leaf diseases with small samples in complex environments.

Keywords disease recognition； small sample； generated adversarial network； deep convolutional 
neural network
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